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Sieci Kohonena jako narzedzie wspomagajace budowe prognoz
kombinowanych

Streszczenie:

W artykule przedstawiono propozycje wykorzystania sieci Kohonena we wstepnym etapie budowy prognoz kombinowanych.
Przy pomocy sieci Kohonena mozna podzieli¢ zbiér dostepnych modeli na roztaczne klasy, a nastepnie dokonac
redukgjiich liczby. Prognozy sktadowe prognoz kombinowanych wyznacza sie wéwczas na podstawie modeli nalezacych
do réznych klas, co ma zapewni¢ niepowielanie informacji oraz zwiekszy¢ dokltadno$¢ prognoz kombinowanych.
llustracjg rozwazan o charakterze teoretycznym jest przyklad empiryczny, w ktérym prognozy (indywidualne i kombinowane)
wyznaczono dla zmiennej mikroekonomicznej wykazujacej wahania sezonowe. Przeprowadzone badania potwierdzily
uzytecznos¢ zaproponowanej metody.

Stowa kluczowe: modele ekonometryczne, prognozy kombinowane, sztuczne sieci neuronowe, sieci Kohonena.

Wstep

W procesie prognozowania ekonometrycznego wyréznia sie dwa gtéwne etapy: modelo-
wannie i prognozowanie wiasciwe. Istotg pierwszego etapu jest zbudowanie modelu mozliwie
doktadnie aproksymujgcego ksztattowanie sie danej zmiennej ekonomicznej. Podczas modelowania
nalezy dokona¢ wyboru metody prognozowania obejmujacej sposdb przetworzenia informacji
(odwzorowanie prawidtowosci w postaci modelu) oraz zasade prognozowania (sposéb przejscia od
modelu do prognozy). W drugim etapie, na podstawie wybranego modelu ekonometrycznego
(predyktora), buduje sie prognoze.

Wybor predyktora nosi zazwyczaj znamiona arbitralnosci. Przyktadowo, gdy prognozy wyznaczane
sg na podstawie modeli szeregu czasowego, czesto zdarza sie, ze oszacowane réwnania réznigce sie
analityczng postacig funkgcji trendu lub rodzajem wahan sezonowych, charakteryzuja sie bardzo
zblizonymi wiasnosciami predyktywnymi. Wybér jednego ,najlepszego” modelu sposréd wielu
predyktoréw o podobnych wtasnosciach nie gwarantuje, ze wyznaczone na jego podstawie prognozy
beda charakteryzowac sie wiekszg trafnoscig, niz te, ktére otrzymano by na podstawie modeli
odrzuconych. Ponadto odrzucone predyktory moga zawieraé uzyteczne, niezalezne informacje, ktére
nie s3 zawarte w modelach wybranych.

Zamiast wiec dokonywac arbitralnego wyboru jednego modelu prognostycznego, mozna wykorzystaé
kilka ré6znych predyktoréw, wyznaczy¢ na ich podstawie prognozy indywidualne, a nastepnie zbudowac¢
prognoze kombinowang, bedacag ich srednig arytmetyczng (prostg lub wazona). Aby jednak nie
powiela¢ informacji, ktére zawarte s3 w podobnych modelach i prognozach indywidualnych, w artykule
zaproponowano, by przed wyznaczeniem prognoz kombinowanych dokona¢ podziatu zbioru
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dostepnych predyktoréw na roztaczne klasy, a nastepnie zredukowac ich liczbe z wykorzystaniem
sztucznych sieci neuronowych - sieci Kohonena, ktére stosowane sg do eksploracyjnej analizy danych:
rozpoznawania skupien, klasyfikacji danych bez wzgledu na kryteria podobienstwa czy tez wykrywania
nowosci (odmiennych klas, niepodobnych do wyuczonych).

Hipoteza badawcza zaktadata, ze za pomocg sieci Kohonena mozna dokona¢ klasyfikacji i redukgji
dostepnych modeli ekonometrycznych, ktére stuzg do budowy prognoz indywidualnych oraz
kombinowanych. Celem przeprowadzonych badan empirycznych byla budowa prognoz
kombinowanych, a nastepnie poréwnanie efektywnosci zaproponowanej metody oraz metody
stradycyjnej” (w ktérej dokonuje sie wyboru jednego najlepszego predyktora) na podstawie oceny
trafnosci wyznaczonych prognoz.

Teoretyczne podstawy sztucznych sieci neuronowych

Sztuczne sieci neuronowe nasladujg dziatanie ludzkiego mézgu odwzorowujac zachodzace w nim
procesy nerwowe. Najczesciej konstruowane sg jako programy komputerowe, znajdujgc zastosowanie
w wielu réznigcych sie dziedzinach, w ktérych pojawiajg sie problemy zwigzane z przetwarzaniem
i analiza danych, z ich predykcjg oraz klasyfikacja, sterowaniem czy redukcjg zaktocen'. Sztuczne sieci
neuronowe nie wymagaja programowania — potrzebna wiedze zdobywajg w procesie uczenia i potrafig
ja pozniej uogdlniac.

Struktura sztucznego neuronu zdefiniowana jest nastepujaco

= Do neuronu dociera n sygnatéw — wartosci wejsciowych pierwotnych (wprowadzanych do sieci
z zewnatrz jako dane do obliczen) lub posrednich (pochodzacych z wyjs¢ innych neuronéw
wchodzacych w sktad sieci).

= Kazda wartos$¢ wejsciowa wprowadzana jest do neuronu przez pofgczenie o okreslonej wadze.

= W neuronie odbywa sie przetwarzanie sygnatéw wejsciowych sktadajgce sie z dwdéch etapow:
agregacji wartosci wejsciowych (przetworzenia ich w pojedyncza wartos¢ nazywana fgcznym
pobudzeniem neuronu) i wyznaczenia wartosci wyjsciowej neuronu (po przeksztatceniu wartosci
tacznego pobudzenia neuronu przez funkcje aktywacji).

Pojedyncze sztuczne neurony maja ograniczone mozliwosci gromadzenia i przetwarzania informacji,
zatem taczy sie je ze sobga tworzac sztuczng sie¢ neuronowa. Potagczenia pomiedzy neuronami mogg by¢
zorganizowane w taki sposéb, aby sygnaty przesytane byty tylko w jednym kierunku lub tak, aby mogty
krazy¢ po catej sieci w sposéb cykliczny. Sztuczna sie¢ neuronowa posiada neurony wejsciowe stuzace
do wprowadzania danych z zewnatrz oraz neurony wyjsciowe wyznaczajagce wynik obliczeh.
W sieci wystepowac mogg réwniez tzw. neurony ukryte, posredniczace w analizie i przetwarzaniu informacji
wewnatrz sieci, do ktérych zewnetrzny obserwator nie ma bezposredniego dostepu. Neurony w sieci
utozone sg w warstwach, wyjscia jednej warstwy potgczone sa z wejsciami kolejnych warstw.
Sygnaty (dane) wprowadzone do sieci przez warstwe wejsciowg przesytane sg do pierwszej warstwy
neuronéw ukrytych (lub bezposrednio do warstwy wyjsciowej, gdy brak warstw ukrytych), gdzie sg
przetwarzane, a nastepnie przesytane wyjsciami do wejs¢ kolejnej warstwy neuronéw ukrytych.
Przetwarzanie sygnatéw konczy sie w warstwie wyjsciowej, sygnaty wyznaczone przez jej neurony s3
jednoczesnie wartosciami wyjsciowymi catej sieci.

' R. Tadeusiewicz, Wprowadzenie do praktyki stosowania sieci neuronowych, Sieci neuronowe, StatSoft, Krakéw 1999, s.5.
2 por. E. Azoff , Neural network time series forecasting of financial markets, John Wiley & Sons, Chichester 1994, 5.14
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Ze wzgledu na sposéb pofaczen neurondw wyrézniamy sieci: jednokierunkowe, rekurencyjne,
komoérkowe i radialne. Do rozwigzywania zadan klasyfikacji wykorzystywane sg przede wszystkim sieci
komérkowe. Charakteryzuje je istnienie regularnej struktury ze wzajemnymi sprzezeniami pomiedzy
neuronami z najblizszego sasiedztwa. Przyktadem sieci komérkowej jest samoorganizujaca sie siec
Kohonena (Self-Organizing Map). Jest to sie¢ dwuwarstwowa — wartosci wejsciowe wprowadzone do
pierwszej warstwy sieci, dzieki bezposrednim potgczeniom docieraja do wszystkich neuronéw drugiej
(a zarazem ostatniej) warstwy, w ktérej odbywa sie ich przetwarzanie. tgczne pobudzenie kazdego
neuronu z ostatniej warstwy wyznaczane jest jako wartos¢ wybranej miary odlegtosci wektora jego wag
od wektora wartosci wejsciowych, najczesciej stosuje sie odlegtos¢ euklidesowa: Im mniejsza jest ta
odlegtos¢, tym wieksza jest wartos¢ wyjsciowa neuronu. Neuron, ktérego sygnat wyjsciowy jest
najwiekszy, staje sie neuronem zwycieskim i podlega uczeniu.

Uczenie sieci Kohonena przebiega bez nauczyciela — prezentowane dane uczace zawierajg jedynie znane
wartosci zmiennych wejsciowych, a sie¢ sama ustala ich wspdlne cechy i grupuje je w odpowiednie klasy.
Nauczone w ten sposéb neurony potrafia w normalnym dziataniu rozpozna¢ sygnaty podobne do
wzorcowych i zaklasyfikowa¢ je do wyuczonych grup®. Podczas uczenia sieci Kohonena obowigzuje
przewaznie zasada ,zwyciezca bierze wszystko”, zgodnie z nig w danej iteracji uczeniu podlega neuron
zwycieski. Jego wagi modyfikowane s3 wéwczas w taki sposdb, aby ich wartosci przyblizaty sie do
wartosci wejsciowych sieci*. Przy zastosowaniu zasady ,zwyciezca bierze najwiecej” modyfikacji ulegajg
réwniez wagi neurondéw sasiadujacych z neuronem zwycieskim — ich zmiana przebiega w tym samym
kierunku, jednak jest ona mniejsza niz dla zwyciezcy i dodatkowo zmniejsza sie wraz ze wzrostem
odlegtosci neuronu sasiadujgcego od zwycieskiego. W wyniku procesu uczenia powstaje mapa
topologiczna, bedaca zazwyczaj dwuwymiarowg siatkg utozonych regularnie neuronéw warstwy
wyjsciowej, ktére rozpoznajg jedynie klase wartosci podobnych do tych, ktére wezesniej czynity je zwyciezca.

Prognozy kombinowane

Niech fiy, fa, ..., fme beda indywidualnymi prognozami wartosci tej samej zmiennej Y na okres t,
wyznaczonymi na podstawie m réznych modeli. Prognoza kombinowana (combined forecast) f jest
woéwczas wazong srednig arytmetyczng m prognoz indywidualnych o postaci:

m
for = 2 Mifit M
i-1

gdzie:
i=1,2,.,m(m2>2),
M, Ay, . Am — Wagi spetniajgce warunek 0<iq<1.

3 D. Witkowska, Sztuczne sieci neuronowe i metody statystyczne. Wybrane zagadnienia finansowe, C.H. Beck Warszawa 2002, 5.28.
4P. Lula, Hybrydowe metody identyfikacji wzorcéw oraz modelowania i prognozowania szeregéw czasowych, Prace Naukowe Akademii
Ekonomicznej we Wroctawiu 2001, Taksonomia nr 906, Klasyfikacja i analiza danych - teoria i zastosowania, 68-76.
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Najprostsza forma prognozy kombinowanej przyjmuje posta¢ sredniej arytmetycznej prostej
(z jednakowymi wagami). Wagi mogg by¢ tez subiektywnie dobrane przez prognoste lub wyznaczone
w oparciu o skomplikowane metody statystyczne® czy nawet sztuczne sieci neuronowe®.

Tworzenie kombinacji ma swojg dtuga historie, jeszcze zanim zostato wykorzystane w prognozowaniu.
Juz w 1818 roku Laplace zauwazyt, ze kombinacja wynikéw dwéch metod prawdopodobnie szybciej da
wynik o mniejszym btedzie’. Idea wyznaczania prognoz kombinowanych bedacych srednimi wazonymi
par prognoz nieobcigzonych zostata przedstawiona przez Batesa i Grangera w 1969 roku®. Jednak juz rok
wczesniej Pawtowski zaproponowat potgczenie dostepnych prognoz i wyznaczenie ich S$redniej
arytmetycznej prostej lub wazonej (z wagami bedgcymi odwrotnosciami srednich btedéw predykgji)®.

Metody analizy ciggéw prognoz i ich usrednianie kontynuowane byto w kolejnych latach przez wielu
naukowcow z catego $wiata. W 2001 roku Armstrong'® przedstawit zbiér 139 zasad prognozowania.
podstawowy kanon prognozowania obejmuje dziewie¢ ogdlnych regut stosowanych dla polepszenia
doktadnosci prognoz, a ostatnia z nich dotyczy wyznaczania prognoz kombinowanych. Zgodnie z nig
nalezy m.in. wykorzystywac¢ prognozy indywidualne otrzymane za pomoca réznych metod i danych,
w przypadku wysokiego poziomu niepewnosci przyjmowac réwne wagi, a dla co najmniej pieciu
prognoz indywidualnych stosowa¢ s$rednie uciete (w tym mediane). Prognozy kombinowane
powinno sie wyznacza¢ w sytuacji niepewnosci co do wyboru najlepszej metody prognozowania,
korzystanie z nich prowadzi wéwczas do minimalizacji ryzyka uzyskania prognoz o duzych btedach,
co moze mie¢ miejsce w przypadku zastosowania tylko jednej prognozy indywidualnej wyznaczonej na
podstawie wybranego predyktora.

Zaproponowana przez Autorke metoda wykorzystujgca sieci Kohonena ma na celu takie dobranie
modeli, na podstawie ktérych wyznacza sie prognozy indywidualne bedace sktadowymi prognoz
kombinowanych, aby nie powielaty one informacji. Zapewnienie zréznicowania prognoz indywidualnych
jest szczegélnie wazne, gdy prognozy kombinowane wyznacza sie jako ich srednie arytmetyczne proste
- jezeli czes¢ prognoz sktadowych ma zawyzone wartosci w stosunku do danych empirycznych,
a czes¢ ma wartosci zanizone, wéwczas ich S$rednia jest bliska rzeczywistym obserwacjom
prognozowanej zmiennej. Zastosowanie sieci Kohonena polega na podziale zbioru dostepnych
predyktoréw na roztagczne klasy, ktére zawierajg elementy niepodobne do elementéw pozostatych klas.
W nastepnym kroku dokonuje sie redukgji liczby dostepnych modeli, wybierajagc z kazdej otrzymanej
klasy po jednym predyktorze, bedacym centrum skupienia. Dopiero na podstawie wybranych w ten
sposéb modeli wyznacza sie prognozy indywidualne, a nastepnie prognozy kombinowane bedace
ich $rednig arytmetyczna.

% zob. np. C. Granger., R. Ramanathan, Improved methods of combining forecasts, Journal of Forecasting, 1984, 3, 197-204.

6 ). Perzyniska., Budowa prognoz kombinowanych z wykorzystaniem sztucznych sieci neuronowych, Prognozowanie w zarzadzaniu firma, Prace
Naukowe Uniwersytetu Ekonomicznego we Wroctawiu nr 103, 2010, 133-145.

7 za: R. Clemen R., Combining forecasts: a review and annotated bibliography, International Journal of Forecasting, 5, 1989, 559-583

8 zob. J. Bates., C. Granger, The combination of forecasts, Operational Research Quarterly no 20, 451-468, 1969.

9 za: Z. Pawtowski, Metody analizy ciaggéw prognoz, Ekonomista 4, 847-874, 1974,

9 zob. J. Armstrong, Principles of Forecasting: a Handbook for Researchers and Practitioners, 417-435, Kluwer Academic Publishers, Boston
2001.
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Opis badan

W przeprowadzonych badaniach empirycznych modelowaniu i prognozowaniu poddano catkowite koszty
produkgji betonu (KB) w przedsiebiorstwie A (w tys. PLN). Wartosci zmiennej KB obejmujg 48 miesiecy, tworza
szereg czasowy z wahaniami sezonowymi o silnym natezeniu. Zmienng KB przedstawiono na rys. nr 1.
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Rysunek 1. Ksztattowanie si¢ zmiennej KB
Zrédio: opracowanie wiasne
W pierwszym etapie badan, na podstawie skréconego szeregu obejmujacego jego 36 poczatkowych

wartosci, oszacowano nastepujace modele:
= klasyczne modele szeregu czasowego (K) z liniowym trendem (t) oraz periodycznym (p) lub

zmiennym (z) sktadnikiem sezonowym:

12 12
Y =Bo +Bit+ 2 Dok Qy + Dby tQy +&; (2)
k=1 k=1
przy warunkach:
12 12
2.bok =2 by =0 (3)
k=1 k=1

= hierarchiczne modele szeregu czasowego (H) dwupoziomowe (pi1p,) i trzypoziomowe (pip2ps)
z liniowym trendem (t) oraz periodycznym (p) lub zmiennym (z) sktadnikiem sezonowym:

P1 p2 P3
Ysrit = BO + Blt + ZbOst + ZbOSrer + ZbOSt‘lQSH +

s=1 r=1 1=1
P1 P2 P3
+ zblsth + Zblsrthr + Zblsrthsrl + E.~ert (4)
s=1 r=1 =1

przy warunkach:
Pl P2 P3 P1 P2 P3
2 Pos =2 Dosr =D Do = D 0gg = D g5 =D by =0
s=1 =1 I=1 =1 =1 1=1
* modele przyczynowo-opisowe (P) z liniowym trendem (t), statymi (s) lub zmiennymi (z)
parametrami przy zmiennych objasniajacych oraz periodycznym (p) lub zmiennym (z)

sktadnikiem sezonowym:
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2 12

Po +Blt+20€ Xit + 2. 2.8k Xt Qx + ZbOka + Zblthk +&4 (5)
i=1k=1 k=1
przy warunkach:
12 12 12 12
2ok = 2 by =2y =2 a =0 (6)
k=1 k=1 k=1 k=1

» hierarchiczne modele przyczynowo-opisowe (HP) dwupoziomowe (pip2) i trzypoziomowe
(p1p2p3) z liniowym trendem (t), statymi (s) lub zmiennymi (z) parametrami przy zmiennych
objasniajacych oraz periodycznym (p) lub zmiennym (z ) sktadnikiem sezonowym'

Ysrt = O +Blt+za Xit +ZzausX|th +Zzalsrxthsr +Zza|erX|thrl

i=1s=1 i=1r=1 i=11=1

+ ZbOSQS + ZbOSrer + zbOSrlerl

s=1 r=1 1=1

Pl P2 P3
+ Zblsth + zblsrthr +IZ: b1erthrI + ésrlt (7)
s=1 r=1 =1

przy warunkach:

P2 P3
ZbOs ZbOsr ZbOSH - Zbls Zblsr IZ:bler =
-1

s = =
M p2 P3 PL p2 P3

=D A15 = D 855 = D) A1gy = D Aps = D Aggr = D Apsn =0 (8)
s=1 r=1 1=1 s=1 r=1 =1

W zaleznosci od klasy modelu oszacowane réwnania réznity sie: zmiennymi objasniajgcymi
(PB - produkcja betonu w m? SB - sprzedaz betonu komdrkowego w tys. zl), analityczng postacia
funkcji trendu lub rodzajem wahan sezonowych. W tab.nr 1 i nr 2 przedstawiono wybrane parametry
jakosci wszystkich oszacowanych modeli.

Z informacji zawartych w tab.nr 1 wynika, ze oszacowane klasyczne i hierarchiczne modele
szeregéw czasowych bardzo dobrze opisujg ksztattowanie sie zmiennej KB w analizowanym okresie
— wspotczynnik determinacji liniowej R* miesci sie w granicach od 84,40% do 92,28%. Niemal wszystkie
oceny wspétczynnikéw zmiennosci losowej reszt Ve mieszczace sie w przedziale od 10,77% do 15,31%
sq hizsze od kryterium dopuszczalnosci wynoszacego 15%. Najwyzsza wartos¢ wspotczynnika
determinacji otrzymano dla dwupoziomowego modelu hierarchicznego H62tz ze zmiennym sktadnikiem
sezonowym, za$ najnizszg — dla dwupoziomowego modelu hierarchicznego H34tp z periodycznym
sktadnikiem sezonowym. Modele te charakteryzuja sie jednoczesnie odpowiednio najnizsza i najwyzsza
oceng wspotczynnika zmiennosci losowej reszt.
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Model R? Ve
Ktp 88,11 13,36
Ktz 91,67 11,19

H26tp 85,30 14,86
H34tp 84,40 15,31
H43tp 86,05 14,47
H62tp 88,77 12,98

H223tp 85,10 14,96

H232tp 85,98 14,51

H322tp 84,69 15,16

H26tz 85,41 14,80
H34tz 85,80 14,60
H43tz 88,12 13,36
H62tz 92,28 10,77

H223tz 86,04 14,48

H232tz 86,91 14,02

H322tz 85,85 14,58

Tabela 1. Wybrane parametry jakosci klasycznych i hierarchicznych modeli szeregéw czasowych
Zr6dto: opracowanie wiasne.

Model ze zmienng objasniajaca PB ze zmienng objasniajaca SB
R? Ve R? Ve
Ptsp 95,33 8,37 96,10 7,65
Ptsz 97,75 5,81 98,00 5,44
Ptzp 97,07 6,64 97,63 5,97
PH26tsp 95,76 7,98 95,75 7,99
PH34tsp 96,17 7,58 95,84 7,90
PH43tsp 96,09 7,66 96,12 7,64
PH62tsp 95,98 7,77 95,83 7,91
PH223tsp 96,05 7,70 95,90 7,84
PH232tsp 96,03 7,72 95,90 7,85
PH322tsp 96,19 7,56 95,92 7,82
PH26tsz 97,49 6,14 96,07 7,68
PH34tsz 97,13 6,56 95,76 7,98
PH43tsz 98,01 547 96,68 7,06
PH62tsz 97,48 6,15 95,51 8,21
PH223tsz 97,82 5,72 96,32 7,44
PH232tsz 97,59 6,02 95,98 7,77
PH322tsz 97,20 6,48 95,46 8,26
PH26tzp 96,80 6,94 96,05 7,70
PH34tzp 96,68 7,06 95,67 8,07
PH43tzp 96,95 6,77 96,71 7,02
PH62tzp 96,96 6,76 95,27 8,43
PH223tzp 97,07 6,63 96,47 7,28
PH232tzp 97,14 6,55 95,93 7,82
PH322tzp 96,89 6,83 95,63 8,10
PH26tzz 98,00 548 95,77 7,97
PH34tzz 96,85 6,88 95,97 7,77
PH43tzz 98,09 5,36 96,46 7,29
PH62tzz 97,92 5,59 95,29 8,41
PH223tzz 97,79 5,76 96,63 7,11
PH232tzz 98,07 5,38 96,26 7,50
PH322tzz 97,24 6,44 95,97 7,78

Tabela 2. Wybrane parametry jakosci klasycznych i hierarchicznych modeli przyczynowo-opisowych
Zrédto: opracowanie wiasne.
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Klasyczne oraz hierarchiczne modele przyczynowo-opisowe bardzo dobrze opisujg ksztattowanie sie
zmiennej KB w analizowanym okresie — we wszystkich przypadkach otrzymane wartosci wspétczynnika
determinacji s wyzsze od 95% (patrz tab. nr 2). Oceny wspdtczynnikdw zmiennosci losowej reszt
wahajg sie od 5,36% do 8,43%. Najwyzsza ocene wspodtczynnika determinacji wynoszaca 98,09%
otrzymano dla hierarchicznego modelu przyczynowo-opisowego PH43tzz ze zmiennymi parametrami
przy zmiennej objasniajacej PB oraz zmiennym sktadnikiem sezonowym, za$ najnizsza, réwng 95,27%,
dla hierarchicznego modelu przyczynowo-opisowego PH62tzp ze zmiennymi parametrami przy
zmiennej objasniajacej SB oraz periodycznym skfadnikiem sezonowym. Model PH62tzp charakteryzuje
sie rowniez najwyzszg wartoscig wspotczynnika zmiennosci losowej reszt.

Jak wynika z powyzszych analiz, wybér jednego ,najlepszego” predyktora sposréd wszystkich
oszacowanych modeli jest trudny — w wiekszosci przypadkéw charakteryzujg sie one zblizonymi
wiasnosciami. W celach poréwnawczych dokonano jednak arbitralnego wyboru modelu charakteryzujacego
sie najwyzszg wartoscig wspoétczynnika determinacji i jednoczes$nie niewielka wartosciag wspétczynnika
zmiennosci losowej reszt — wybrano hierarchiczny model przyczynowo-opisowy PH43tzz ze zmiennymi
parametrami przy zmiennej objasniajacej PB. Na jego podstawie wyznaczono prognozy ex post dla
horyzontu dwunastomiesiecznego.

W drugim etapie badan dokonano klasyfikacji i redukcji 78 dostepnych modeli z wykorzystaniem sieci
Kohonena (obliczenia wykonano w programie Statistica). Wartosciami wejsciowymi sieci byty wartosci
teoretyczne oszacowanych modeli, ktére losowo podzielono na zbiér uczacy, walidacyjny i testowy.
Proces uczenia rozpoczeto inicjalizacjg wag, czyli okredleniem ich wartosci poczatkowych — wygene-
rowano je losowo jako mate, ré6zne od siebie, niezerowe liczby. Sie¢ uczono bez nauczyciela,
zgodnie z zasada ,zwyciezca bierze wiecej”. Na podstawie przedstawionych prébek sztuczna
sie¢ neuronowa zmodyfikowata poczatkowe wartosci wag, w wyniku procesu uczenia powstata
mapa topologiczna, bedaca dwuwymiarowa siatka 2x3 neuronéw ufozonych regularnie w warstwie
wyjsciowej, ktére rozpoznajg jedynie klase wartosci podobnych do tych, ktére wczesniej czynity je zwyciezca.
Otrzymano sze$¢ klas modeli, przedstawiono je w tab. nr 3.

Klasa Modele

PH43tzpPB, PH26tzpPB, PH232tzpPB, PH223tzpPB, PH322tzpPB, PH322tzzPB, PH34tzzPB, PH322tzzSB,
PH34tzpPB, PH62tzzSB, PH223tzzPB, PH34tzzSB, PH322tszPB, PH34tszPB, PtspSB

2 PH43tzzPB, PH62tzpPB, PH26tzzPB, PH43tszPB, PH26tszPB, PH223tszPB
PH232tzzSB, PH34tspPB, PH26tspSB, PH232tspPB, PH62tspSB, PH223tspPB, PH26tspPB, PH43tspSB,

1

3 PH223tspSB, PtszSB, PH232tszPB

4 PH34tspSB, PH232tzzPB, PH322tspPB, PtszPB, PH62tspPB, PH43tspPB, PH322tspSB, PH62tszPB,
PH232tspSB, PH322tzpSB

5 PH34tzpSB, PH34tszSB, PtzpSB, PH62tzzPB, PH62tszSB, PtspPB, PH26tzzSB, PH232tszSB, PH26tzpSB,
PtzpPB, PH322tszSB, PH62tzpSB, PH26tszSB, PH232tzpSB, PH223tzpSB, PH223tszSB

6 PH223tzzSB, PH43tzpSB, PH43tszSB, PH43tzzSB, H62tp, Ktp, H34tp, H43tp, Ktz, H62tz, H34tz, H43tz,

H322tp, H322tz, H26tp, H232tp, H223tp, H26tz, H232tz, H223tz
Tabela 3. Podzial oszacowanych modeli na klasy za pomoca sieci Kohonena
Zrédto: opracowanie wiasne.

Analizujgc przedstawione w tab. nr 3 wyniki mozna zauwazy¢, iz otrzymany podziat na klasy znacznie
rézni sie od wstepnych klas modeli okreslonych wzorami (2)-(8). W kazdej klasie pojawiajg sie zaréwno
modele dwupoziomowe jak i trzypoziomowe. W obrebie danej klasy oszacowane réwnania réznia sie
zmiennymi objasniajagcymi, rodzajem wahan sezonowych, postacia funkcji trendu. Obok modeli hierar-
chicznych w ostatniej klasie wystepujg modele klasyczne, za$ w pierwszej klasie pojawiajg sie modele
przyczynowo-opisowe.

Na podstawie otrzymanego podziatu dokonano redukcji zbioru dostepnych modeli - z kazdej klasy
wybrano jej reprezentanta, stanowigcego centrum skupienia, nastepnie na jego podstawie wyznaczono
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SIECI KOHONENA JAKO NARZEDZIE WSPOMAGAJACE BUDOWE PROGNOZ KOMBINOWANYCH

prognozy ex post dla horyzontu dwunastomiesiecznego. W ostatnim etapie badan prognozy te byty
sktadowymi prognozy kombinowanej bedacej ich srednig arytmetyczng prosta. Na podstawie srednich
wzglednych btedéw prognoz dokonano oceny trafnosci prognoz — okazato sie, ze btgd MAPE prognozy
kombinowanej wyniést 6,65% i byt o ponad 2 punkty procentowe nizszy od btedu prognozy
wyznaczonej na podstawie wybranego w pierwszym etapie ,najlepszego” modelu (réwnego 9,74%).

Whioski

W przeprowadzonych badaniach empirycznych wykazano uzytecznos¢ zaproponowanej metody
wykorzystujacej sie¢ Kohonena we wstepnym etapie budowy prognozy kombinowanej — wyznaczona
prognoza kombinowana charakteryzowata sie wyzszg trafnoscig niz prognoza otrzymana na podstawie
arbitralnie wybranego modelu indywidualnego. Trafno$¢ prognoz ma istotne znaczenie przy
podejmowaniu decyzji gospodarczych, zastosowanie zaproponowanej metody moze wptyngé na
zmniejszenie ryzyka w poréwnaniu z podejmowaniem decyzji na podstawie prognozy wyznaczonej
z pojedynczego modelu.

Zastosowanie sieci Kohonena pozwala na podziat dostepnych modeli na zréznicowane klasy
- wybierajagc modele z réznych klas mozna oczekiwa¢, ze nie tylko one, ale tez i wyznaczone na ich
podstawie prognozy, bedag do siebie niepodobne. Wykorzystanie prognoz indywidualnych, ktére nie
powielajg wzajemnie zawartych w nich informacji, ma istotne znaczenie przy wyznaczaniu prognoz
kombinowanych bedacych $rednig arytmetyczna. W przysztych badaniach mozna poszerzy¢
wykorzystanie sieci Kohonena do wyboru nie tylko modeli, ale i prognoz indywidualnych bedacych
sktadowymi prognozy kombinowanej. Mozna réwniez zbadac uzytecznos¢ sieci Kohonena przy
budowie prognoz kombinowanych z wagami wyznaczonymi za pomocg innych metod.

Self-Organizing maps as a tool supporting the construction of
combined forecasts

Summary:

In the paper, the author presents suggestion of application of Self-Organizing Maps in the preliminary stage of construction of
combined forecasts. Using the SOM, the set of available models can be divided into disjoint classes and then reduced.
The component forecasts are then determined on the basis of models belonging to different classes, to ensure that
information is not duplicated and to increase the accuracy of the combined forecasts. The illustration of theoretical
considerations is the empirical example, in which individual and combined forecasts are calculated for economic variable with
seasonal fluctations. The research confirms the usefulness of the suggested method

Keywords: artificial neural network, combined forecasts, econometric models, Self-Organizing Maps
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